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Kapitel 1

Einleitung

Heutzutage ist in vielen gröÿeren Städten der Verkehr sehr dicht [2]. Dieses Problem wird

sich in den kommenden Jahren weiter verschlimmern. Denn die Anzahl der Einwohner,

welche vom Land in die Stadt ziehen, wird sich weiter erhöhen [3]. In Kombination mit

dem Umstand, dass viele Leute ein eigenes Auto besitzen, wird die Anzahl der Fahrzeuge

auf eine kleinere Fläche konzentriert. Dies hat ein höheres Verkehrsaufkommen zur Folge

und damit ein höheres Staurisiko [24].

Natürlich könnte eine erhöhte Anzahl an Staus in Kauf genommen werden, jedoch

ergeben sich dadurch mehrere negative Auswirkungen. An erster Stelle wird dadurch das

alltägliche Leben stark beein�usst. Die Reisezeit für jede Fahrt erhöht sich und es fällt Zeit

weg, die entweder zum Arbeiten oder für die Freizeit genutzt werden könnte [4]. Zusätzlich

ist die Emission bei wiederholtem Anfahren und Anhalten am gröÿten [13], wodurch die

Belastung der Luft in den Städten weiter steigt. Somit entsteht eine erhöhte Gefahr für

Menschen und Umwelt. Des Weiteren ist die Wirtschaft wegen der Globalisierung stark auf

den Transport von Waren ausgelegt [16]. Durch häu�g auftretende Verkehrsbehinderungen

auf der gleichen Strecke steigt die Transportzeit für diese. Als E�ekt könnten Produktions-

und Versorgungsengpässe entstehen. Zusätzlich steigen auch die Transportkosten und letzt-

lich auch der Preis der Güter [31].

Ein Stau entsteht gröÿtenteils wegen eines zu hohem Verkehrsaufkommens [11]. Da-

her kann eine Verminderung des Staus erreicht werden, indem das Straÿennetz erweitert

oder es besser ausgenutzt wird. Aufgrund von starkem Platzmangel in gröÿeren Städten

ist ein Ausbau oder Neubau von Straÿen schwer umsetzbar. Eine mögliche Lösung ist ei-

ne Verringerung des Platzes den eine Person bei der Fortbewegung benötigt. Am besten

dafür geeignet ist der Einsatz von Schienenfahrzeugen oder Bussen [18]. Der Aufbau und

Ausbau von infrastrukturellen Maÿnahmen, wie einer Stadtschnellbahn, ist aus Platzgrün-

den schwer umzusetzen. Alternativ könnte eine Untergrundbahn gebaut werden, jedoch

haben Tunnelarbeiten einen hohen �nanziellen und planerischen Aufwand. Somit ist die

beste Möglichkeit, um das Verkehrsaufkommen zu verringern, die Nutzung von Bussen zu

erhöhen.
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KAPITEL 1. EINLEITUNG 2

Um eine Person dazu zu bringen den Bus als Reisemittel zu bevorzugen, muss man diese

von den Vorteilen überzeugen und eine hohe Zufriedenheit erreichen. Dies wird zum Teil

durch eine gröÿere Zuverlässigkeit erreicht. Hierbei spielt Pünktlichkeit und eine schnellere

Taktung eine Rolle [28]. Als Ausgangssituation ist dabei gegeben, dass die Busse auch von

einem schlechten Verkehrs�uss betro�en sind. Wenn nun mehr Menschen mit Bussen fahren

und sich dadurch die Verkehrsdichte verringert, können die Busse zuverlässiger operieren.

In Folge dessen erwägen mehr Leute den Bus zu nutzen, welches wieder die Anzahl der

Verkehrsteilnehmer verringert.

Eine mögliche Lösung um die Busse im Falle eines langsamen Verkehrs zu beschleu-

nigen, wäre sie dynamisch über weniger befahrene Straÿen zu der nächsten Haltestelle zu

führen. Es gibt auch schon mehrere Arbeiten aus der Informatik zu dem Thema. Hierbei

wird meistens mit Hilfe von Sensoren die Dichte der Fahrzeuge und die Durchschnitts-

geschwindigkeit aufgezeichnet. Anhand der Daten werden dann mit Methoden, wie dem

K-Nächstem-Nachbar [10] oder der Strategie Optimierung für Exponentielle Modelle [17],

die staubelasteten Bereiche ermittelt. Basierend darauf wird einigen Verkehrsteilnehmern

eine neue Strecke vorgeschlagen, wodurch der Verkehr auf mehrere Straÿen verteilt wird.

Auch wenn in den hier angeführten Arbeiten ein verbesserter Verkehrs�uss erreicht wurde,

ist dieser Ansatz nicht uneingeschränkt auf Busse anwendbar. Die Haltestellen haben eine

feste Position, sodass der Bus oft nur eine geringe Distanz zwischen ihnen zurücklegt [1].

Daher stellt eine alternative Strecke bei den meisten Bussen einen zu groÿen Umweg dar,

der selten zu einer Zeitersparnis führt.

Ein Ansatz mit einer �exibleren Reaktion auf das Verkehrsgeschehen ist die Verände-

rung der Phasen von Lichtsignalanlagen je nach Fahrzeugaufkommen [22]. Dies wird aktuell

auch schon in der Praxis angewandt, indem Sensoren in der Straÿe den aktuellen Verkehr

erfassen und weitergeben. Ein solches System ist SCATS, welches den Platz zwischen den

Fahrzeugen misst und daran die Ampelschaltung optimiert [19]. Durch diese Lösungen

soll aber der gesamte Verkehrs�uss verbessert werden und sie können nicht auf einzelne

Fahrzeuge beschränkt werden.

Daher wird in dieser Arbeit untersucht, ob eine gute Strategie für das Problem mithilfe

von tiefgehendem bestärkendem Lernen1 gefunden werden kann. Das Ziel ist es, die Schal-

tung von Lichtsignalanlagen im Hinblick auf die Busverspätung zu optimieren. Hierfür wird

ein neuronales Netz für jede Kreuzung mit einer Ameplanlage aufgebaut, welches mit der

Eingabe der aktuellen Busverspätungen für diese eine Ampelschaltung berechnet. Auch

wenn der Autoverkehr durch die Änderung der Lichtsignalanlagen betro�en ist, steht im

Vordergrund die kleinstmögliche Verspätung der Busse bei der gegebenen Verkehrssituation

zu erreichen.

Die Arbeit ist wie folgt aufgebaut. Zunächst werden in Kapitel 2 bestehende Forschun-

gen zu dem Thema vorgestellt. Danach wird in Kapitel 3 das Problem noch einmal ver-

1Übersetzung von Deep Reinforcement Learning



KAPITEL 1. EINLEITUNG 3

deutlicht und Besonderheiten hervorgehoben. In Kapitel 4 werden die Methoden des tief-

gehenden und bestärkenden Lernens vorgestellt. Das Kapitel 5 umfasst die Umsetzung des

tiefgehenden bestärkenden Lernens anhand der vorliegenden Problemstellung und betrach-

tet die Skalierbarkeit. Anschlieÿend werden in Kapitel 6 die Ergebnisse evaluiert und in

Kapitel 7 ein Fazit erarbeitet.



Kapitel 2

Verwandte Arbeiten

Aufgrund des Ein�usses von Verkehr auf das tägliche Leben gibt es mehrere Arbeiten,

die sich mit dem Thema beschäftigen. Hierbei wurde sich meist auf die Verbesserung des

gesamten Verkehrs�usses durch verschiedene Ampelphasen konzentriert. Einige Arbeiten

werden im Folgenden vorgestellt.

In der Arbeit [22] wurde beobachtet, welche Auswirkung eine Veränderung der Ampel-

phasen auf Verkehr von verschiedener Dichte hat. Es hat sich gezeigt, dass mit einer an

den Verkehrs�uss angepassten Lichtsignalanlage sowohl die durchschnittliche Wartezeit,

als auch die durchschnittliche Reisezeit niedriger ausfällt. Obwohl hierbei nicht der Zu-

sammenhang von Kreuzungen untereinander untersucht wurde, können diese Ergebnisse

als Ansatzpunkt benutzt werden.

Dass die Schaltung der Lichtsignalanlagen auch mit Hilfe eines Multi-Agenten System

berechnet werden kann, zeigt die Arbeit [9]. Dafür wurden 5 Arten von Agenten de�niert:

Ein Kreuzungsagenten, ein Busagenten, ein Sensoragenten, ein Routenagenten und ein

Überwachungsagenten.

Der Sensoragent sammelt die Signale der Mobiltelefone auf der Straÿe und bereinigt

diese nach Fahrzeugen, da sich mehrere Mobiltelefone in einem Verkehrsmittel be�nden

können. Die Daten werden an den Kreuzungsagenten weitergeben und mit der Verspätung

der Busse für die Berechnung einer besseren Ampelphase genutzt. Die Verspätung der Busse

wird durch Kommunikation zwischen dem Busagenten und dem Routenagenten ermittelt.

Der Überwachungsagent überprüft, ob jeder Bus seine Aufgaben korrekt erfüllt oder ir-

gendwelche Fehler auftreten. Die Ergebnisse dieses Ansatzes könnten mit den erarbeiteten

Ergebnissen verglichen werden, welches im Rahmen dieser Arbeit nicht erfolgt.

Obwohl es Arbeiten gibt, die Multi-Agenten Systeme mit bestärkenden Lernen [32]

oder mit neuronalen Netzen [25] verbindet, um die Ampelschaltung zu optimieren, wird in

dieser Arbeit ein zentraler Ansatz genutzt. Denn die notwendigen Kommunikationsmittel

für einen Multiagenten System im Straÿenverkehr ist noch nicht �ächendeckend gegeben.

Auÿerdem würde dadurch die Angri�s�äche kritischer Verkehrsinfrastruktur wie beispiels-

weise Lichtsignalanlagen erhöht. So könnte bei einem erfolgreichen Angri� eine gefährliche
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KAPITEL 2. VERWANDTE ARBEITEN 5

Ampelphase eingeleitet werden und ein Unfall provoziert werden, der zu einer Gefährdung

von Menschenleben führen kann. Also werden hier alle Daten zentral gesammelt, um dann

eine Ampelschaltung zu berechnen.

Der E�ekt von tiefgehendem bestärkendem Lernen zum Optimieren der Phasen von

Lichtsignalanlagen wurde in Arbeit [12] untersucht. Hierbei wurde eine Verbesserung des

gesamten Verkehrs�usses angestrebt. Für die Konstruktion des Zustandsraumes wurden

jeder Fahrspur drei Vektoren zugewiesen. Der erste Vektor signalisiert, ob ein Fahrzeug

vorhanden ist oder nicht. Der zweite Vektor gibt die Geschwindigkeit wieder und der drit-

te Vektor beinhaltet die aktuelle Lichtsignalphase. Um diese Vektoren zu füllen, wird jede

Spur in Stücke einer festen Länge zerlegt und für jedes Stück die benötigten Werte er-

mittelt. Die Vektoren werden zum einen als boolesche Werte gespeichert zum anderen als

Realwerte. Als Aktionen werden die 4 Lichtsignalphasen (NS, OW, NSL, OWL) de�niert.

Zum einen können alle Spuren in Richtung Norden beziehungsweise Süden (NS) auf grün

geschaltet werden. Zum anderen alle Spuren in Richtung Osten und Westen (OW). Zu-

sätzlich gibt es noch die Phasen NSL und OWL, welche die beiden vorherigen Phasen um

ein grünes Signal für die Linksabbiegerspur erweitern. Die Belohnung ist die Di�erenz der

aktuellen Verspätung bezüglich der Verspätung ohne Beein�ussung. Zur Darstellung des

Agenten wird ein neuronales Netz gebaut, welches den booleschen Vektor und den Echt-

wertvektor als Eingabe bekommt. Diese werden einzeln in den ersten beiden Schichten auf

ihre lokalen Charakteristika untersucht und zusammengefasst. Beide Ergebnisse dienen mit

der aktuellen Lichtsignalschaltung als Eingabe für die dritte Schicht, deren Ausgabe kom-

plett vernetzt ist mit der vierten Schicht. Die erzeugte Ausgabe bestimmt die Aktion, die

für die Lichtsignalanlage ausgeführt werden soll. Der gleiche Ansatz wird in dieser Arbeit

verfolgt, daher können die Ergebnisse zur Orientierung genutzt werden. Jedoch unterschei-

den sich in dieser Arbeit die Zustandsräume und der gewählte Aktionsraum.



Kapitel 3

Verkehr

Das Problematische am Bussystem ist die Struktur der Haltestellen. Dadurch wird ein

Ort festgelegt, an welchem der Bus zu einer festen Zeit sein muss. Dies hat zur Folge, dass

sich eine Verspätung ohne Gegenmaÿnahmen auf alle nachfolgenden Haltestellen überträgt.

Aber wenn der Bus früher als geplant eine Haltestelle anfährt, muss er die positive Zeit

verfallen lassen und die Abfahrtszeit einhalten.

Der unterschiedliche Verkehrs�uss führt dazu, dass die Reisezeit einer Strecke für die

gleiche Uhrzeit an verschiedenen Tagen anders ausfällt. Zusätzlich ist es nicht möglich,

den Fahrplan spontan zu ändern. Ansonsten könnten Personen, die den Bus nutzen wollen,

nicht vernünftig planen, da sich die Informationen zu Abfahrtszeit und Reisedauer ständig

ändern könnten. Eine Strategie um die Verspätung aufzuholen wäre, die Haltezeit an den

Haltestellen solange zu verringern bis der Bus wieder planmäÿig fährt. Dies ist aber nicht

unbegrenzt durchführbar, da dort Personen ein- und aussteigen müssen. Auÿerdem ist so

im besten Falle nur die Summe der Wartezeit an allen Haltestellen einzusparen. Sollte die

Verspätung gröÿer ausfallen, ist es für den Bus so nicht möglich pünktlich zu kommen.

Als Erweiterung der Idee könnte an einigen Haltestellen bewusst eine gröÿere Pu�er-

zeit für eine Verspätung eingeplant werden. Jedoch ist dadurch die Ankunftszeit nicht

garantiert. Es könnte vorkommen, dass es zu einer stärkeren Staubildung kommt als vom

Fahrplan einberechnet und sich dadurch der Bus trotzdem verspätet. Auÿerdem fällt bei

weniger Verkehr als angenommen die Haltezeit der Busse unnötig lange aus, wodurch der

Bus für die gesamte Strecke mehr Zeit benötigt. Dadurch wird die Nutzung des Busses

unwirtschaftlicher und die Kapazitäten werden nicht gut genutzt. Denn hinter dem ö�ent-

lichen Nahverkehr agieren immer noch Firmen, bei denen ein guter zuverlässiger Service

mit den wirtschaftlichen Aspekten konkurriert. In Deutschland ist über die Grundversor-

gung geklärt, dass der Nahverkehr pünktlich sein soll und kurze Taktzeiten besitzt. Des

Weiteren soll er zu einem angemessenen Preis angeboten werden. Um dies zu gewährleisten,

ohne Verluste zu machen, wird versucht, die minimale Anzahl an Bussen einzusetzen.

Der Verkehrs�uss kann in seinen Grundzügen nicht beein�usst werden. Eine Person

entscheidet selbstständig zu welchem Zeitpunkt sie ein Fahrzeug führt und welche Strecke

6



KAPITEL 3. VERKEHR 7

sie benutzt. Trotzdem muss sie sich an die Straÿenverkehrsordnung halten. Vor allem Licht-

signalanlagen sind dabei geeignet, auf einfache Art und Weise den Verkehr zu beein�ussen.

Die direkte Beziehung zwischen Ampeln und Straÿen ist fest gegeben und auch die E�ekte

der Phasen. Bei einem grünen Lichtsignal bewegen sich die Fahrzeuge in eine Richtung,

die durch die Spur festgelegt ist, auf der sie sich be�nden.

Bei den Bussen wissen wir durch den Fahrplan genau welche Haltestellen angefahren

werden und welche Strecke benutzt wird. Also ist es möglich, durch Beein�ussung der pas-

senden Lichtsignalanlagen den Bus zu beschleunigen und so eine Verspätung zu verringern

oder aufzuholen. In der Realität wird dies auch schon verwendet. Die am groÿ�ächigsten

eingesetzte Methode ist eine bevorzugte Behandlung der Busse an den Ampelanlage [15].

Dabei meldet sich der Bus automatisch ein paar hundert Meter vor der Lichtsignalanla-

ge bei dem Steuergerät an. Dieses fragt an einem Server an, ob es vom Zeitplan möglich

ist, dass dieser Bus eine Priorisierung erfährt. Sollte die Priorisierung erlaubt sein, wird

der nächste Zyklus abgeändert. Dabei müssen keine komplizierten Berechnungen gemacht

werden oder andere Sensoren vorhanden sein. Sobald der Bus die Kreuzung passiert hat,

fällt die Lichtsignalanlage in ihren alten Zyklus zurück.

Zu einem Problem kommt es, wenn mehrere Busse gleichzeitig an einer Kreuzung die

Priorisierung beantragen. Es wird grundsätzlich derjenige bevorzugt, der zuerst angefragt

hat. Alternativ können für verschiedene Buslinien auch Priorisierungsstufen im System

hinterlegt werden. Prinzipiell ist dies eine gute Funktionsweise für einen schnellen Busver-

kehr. Jedoch liegt es in Deutschland im Ermessen der Kommunen, ob eine Ampel mit einer

derartigen Signaltechnik ausgestattet wird. Daher wird in diesen Arbeiten nur ein GPS-

Sender im Bus vorausgesetzt, mit welchem die Position und damit etwaige Verspätungen

nachgehalten werden.



Kapitel 4

Grundlagen

Die Arbeit baut stark auf Methoden aus dem maschinellen Lernen auf. Insbesondere das

tiefgehende und bestärkende Lernen, welches im Folgenden erklärt wird. Anschlieÿend wird

die Kombination aus beiden Methoden anhand der Arbeit von Deep Mind erläutert.

4.1 Maschinelles Lernen

Mit Hilfe von maschinellem Lernen kann ein Computer Gesetzmäÿigkeiten in Daten er-

kennen, ohne explizit dafür programmiert worden zu sein [5]. Hierfür werden zunächst

Beispieldaten zu einem Thema eingespeist anhand denen das System lernt. Nach diesen

Lernprozessen können so Lösungen für andere Eingaben gefunden werden. Beispielsweise

soll eine Kamera die Handschrift einer Person erkennen. Dafür liegen Texte in handschriftli-

cher und codierter Form vor, welche dann beide dem Computer zugeführt werden. Anhand

derer werden die Charakteristika der Handschrift extrahiert. Dadurch können weitere neue

handschriftliche Texte in die übliche Textcodierung übertragen werden.

Insgesamt verbindet maschinelles Lernen die menschliche Fähigkeit des Lernens mit

der Geschwindigkeit einer Maschine. Im Zusammenhang mit dem Verkehr bringt dies viele

Vorteile. Am Beispiel der Stadt Luxemburg mit knapp 600.000 Einwohnern wird an die-

ser Stelle verdeutlicht, dass eine gröÿere Stadt aus verkehrstechnischer Sicht eine groÿe

Herausforderung darstellt. So existieren in Luxemburg mehr als 5500 Straÿen und über

4000 Kreuzungen mit entsprechend vielen Lichtsignalanlagen [8]. Im Zusammenhang mit

etwa 2200 Bussen pro Tag ist abzusehen, dass es sehr aufwändig ist ein solches System mit

menschlichem Personal zu beein�ussen. Es müsste kontinuierlich beobachtet werden wann

ein Bus sich einer Kreuzung nähert und dann eine passende Schaltung der Lichtsignalanla-

ge gewählt werden. Dabei dürfen keine Flüchtigkeitsfehler auftreten oder Busse übersehen

werden. Um dies auszuschlieÿen wird eine Maschine eingesetzt, denn Maschinen arbeiten

wesentlich zuverlässiger als Menschen. Ein konventionell programmiertes Verhalten wird

in vielen Fällen von seiner Logik eingeschränkt und agiert schlechter als ein lernendes

Programm.

8



KAPITEL 4. GRUNDLAGEN 9

4.2 Tiefgehendes Lernen

Das tiefgehende Lernen ist eine Unterart des maschinellen Lernens, bei dem neuronale

Netze als Lernbasis benutzt werden [21].Ein neuronales Netz entsteht durch das Verbinden

von Neuronen, welche über die Eingabe von binären Werten funktionieren. Diese werden

addiert und gegen einen Grenzwert verglichen. Wenn die Summe kleiner ist als der Grenz-

wert wird eine 0 ausgegeben, ansonsten eine 1. Damit der Ein�uss von Signalen auf ein

Neuron bestimmt werden kann, ist jede Eingabe gewichtet. Über die Gewichte wird der

Lernprozess realisiert, welches in einem späteren Abschnitt weiter ausgeführt wird. Das

Gewicht ist eine reelle Zahl, die mit der binären Eingabe multipliziert wird. Über alle

Produkte wird dann wieder die Summe gebildet, welche für die Aktivierungsfunktion als

Eingabe genutzt wird. Die Aktivierungsfunktion ersetzt den Grenzwert und bestimmt die

Ausgabe des Neurons für die gegebenen Eingaben.

4.2.1 Neuronale Netze

Ein Neuron kann beliebig viele Eingaben und Ausgaben haben, somit kann man sie unter-

einander beliebig vernetzen. Dies wird genutzt, um neuronale Netze zu bauen. In Abbildung

4.1 ist beispielhaft ein neuronales Netz zu sehen. Dabei ist anzumerken, dass sich neuro-

nale Netze in Gröÿe und Komplexität stark voneinander unterscheiden können. Um die

dargestellten Schichten zu erzeugen, wird eine beliebige Anzahl von Neuronen in Schichten

zusammengefasst. Des Weiteren werden Schichten untereinander verbunden. Es ist immer

eine Eingabeschicht, welche die Ursprungsdaten verarbeitet und eine Ausgabeschicht, die

das Ergebnis liefert, gegeben. Dazwischen können beliebig viele andere sogenannte versteck-

te Schichten eingefügt werden. Die Ausgabe des Neurons wird für jedes damit vernetzte

Neuron der nächsten Schicht als Eingabe genutzt [23].

Abbildung 4.1: Neuronales Netz
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4.2.2 Trainieren von neuronalen Netzen

Um das neuronale Netz zu trainieren, können jegliche Bestandteile verändert werden. Es

können Verbindungen gelöscht werden oder neue Verbindungen erzeugt werden. Es können

Neuronen gelöscht und hinzugefügt werden. Auÿerdem kann der Schwellwert der Neuronen

angepasst werden. Am häu�gsten werden die Werte der Gewichte geändert. Zum Trainieren

von neuronalen Netzen kann überwachtes Lernen eingesetzt werden. Die Gewichte werden

anhand von Lerndaten verändert und somit das neuronale Netz trainiert. Die Daten beste-

hen aus Paaren von Eingaben und Ausgaben. Alle Eingaben der Beispieldaten werden in

das neuronale Netz gespeist. Die berechnete Ausgabe wird anhand des bekannten Ergeb-

nisses zu der Eingabe evaluiert. Dies geschieht mithilfe einer Verlustfunktion, welche die

Abweichung der Ergebnisse berechnet. Die Verlustfunktion könnte beispielsweise die qua-

dratische Di�erenz berechnen. Das Ziel ist es über die Berechnung von neuen Gewichten

die Verlustfunktion über alle Beispiele zu minimieren. Somit wird der Lerne�ekt über die

Aktualisierung der Gewichte realisiert.

Eine Methode zum Anpassen der Gewichte ist das statische Gradientenverfahren [7].

Dies ist ein Algorithmus, um Optimierungsprobleme zu lösen. Im Falle von neuronalen

Netzen ist das die Minimierung der Verlustfunktion. Die Berechnung läuft nach den For-

meln in Abbildung 4.2 statt. Θ stellt die Gewichte in Vektorform dar, wodurch mit dem

Index t der Iterationsschritt angezeigt wird. Ein Gradient ∇ f spannt einen Vektor über

die Dimension der Funktion auf. Dabei wird die übergebene Funktion f partiell für jede

Dimensionsvariable abgeleitet. Da die Ableitung die Steigung der Funktion repräsentiert,

ist der Gradient ein Vektor in Richtung der gröÿten Steigung.

θt+1 = θt − γ ∗ ∇f(θt)

∇f(w) = (∂f(w)
∂w1

, ∂f(w)
∂ww

, .., ∂f(w)
∂wn

)

Abbildung 4.2: Formel für einen Gradientenschritt

Die übergebene Funktion f ist die Verlustfunktion, also wird die Verlustfunktion nach

jedem Gewicht einzeln di�erenziert. Das Ziel ist es, sich langsam den Gewichten zu nä-

hern, bei dem die Verlustfunktion minimal ist. Dafür wird das Produkt aus Gradient und

Lernrate γ von den Gewichten abgezogen. Es wird in Richtung des negativen Gradienten

herabgestiegen. Über die Lernrate wird dabei bestimmt, wie stark der Ein�uss des Gra-

dienten ist. Hierbei führt eine groÿe Lernrate zu einer starken Veränderung der Gewichte,

sodass man sich eventuell von einer guten Lösung entfernt. Eine kleine Lernrate nähert

sich dem Optimum, wobei die Anzahl an Iterationen steigt.
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Es kann passieren, dass eine Lösung gefunden wird, bei der die Verlustfunktion ver-

meintlich minimal ist. Dabei könnte es nur ein lokales Minimum sein. Das Gradienten-

verfahren garantiert nicht, dass ein globales Minimum gefunden wird. Auÿerdem muss es

nicht konvergieren, meistens wird die Modi�kation der Gewichte für eine feste Anzahl von

Iteration wiederholt und dann abgebrochen. Es wird dann angenommen, dass das Netz

ausreichend trainiert ist.

Sollten mehrere Schichten in dem Netz gegeben sein, wird jeder Gewichtsvektor der

Schichten einzeln trainiert. Die neuen Gewichte werden erst in das Netz übertragen, wenn

die Berechnung aller Gewichte abgeschlossen ist.

4.3 Bestärkendes Lernen

Ein anderer Bereich des maschinellen Lernens ist das bestärkende Lernen [26], bei wel-

chem der Agent mit der Umwelt interagieren kann und dadurch neues Wissen generiert.

Die Umwelt wird als eine Menge von Zuständen dargestellt. Es stehen in jedem Zustand

gewisse Aktionen zur Verfügung, durch deren Ausführung unterschiedliche Belohnungen

ausgegeben und neue Zustände erreicht werden. Das Ziel ist es, die Gesamtbelohnung zu

maximieren. In der Abbildung 4.3 ist der beschriebene Prozess bildlich dargestellt. Die

Umwelt ist in einem Zustand s, in welcher der Agent eine Aktion a durchführt. Diese führt

die Umwelt in einen neuen Zustand und es wird eine Belohnung r an den Agenten verge-

ben. Während der gesamten Zeit sind die möglichen Werte der Variablen in Abhängigkeit

von der Zeit t, welche auch als Anzahl der Iteration interpretiert werden kann.

Abbildung 4.3: Prozess des bestärkenden Lernens

Beim Durchführen dieses Ansatzes konkurriert die Wahl der gröÿtmöglichen Belohnung

in dem aktuellen Zustand mit einer eventuell gröÿeren zukünftigen Belohnung bei einer an-

deren Aktion. Dieses Problem ist bekannt als Ausbeutung gegen Erkundung [27]. Das heiÿt,

am Anfang wird ein möglichst groÿer Lösungsraum gesucht und nach diesen Ergebnissen

eine Strategie gebildet. Sobald die Strategie sich nach vorher programmierten Kriterien als

ausreichend erweist, wird der Lösungsraum verkleinert und die Strategie optimiert. Der Lö-

sungsraum umfasst die ausgewählten Aktionen die ausgeführt werden. Dadurch wird quasi
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ein Baum aufgespannt, der mit jeder ausgewählten Aktion einen neuen Zweig bekommt.

Jeder dieser Zweige stellt selber einen solchen Baum dar. Die Schwierigkeit liegt darin,

dass möglichst viele Aktionen betrachtet werden sollen. Jedoch wächst dadurch der Baum

in der Breite und die Laufzeit, um alle Zweige zu durchlaufen, erhöht sich exponentiell.

Dabei ist die Anzahl der Aktionen entscheidend für den Anstieg der Laufzeit. Wenn nur

ein Teil des Baumes betrachtet wird, kann es passieren, dass die beste Strategie übersehen

wird. Es muss also ein gutes Gleichgewicht zwischen Laufzeit und Optimierung gefunden

werden.

Bestärkendes Lernen kann nach zwei Arten durchgeführt werden. Entweder ohne ein

Modell oder mit einem Modell. Beim modellbasierten Lernen wird anhand der Daten ein

Modell gelernt und daran eine Wertefunktion geplant. Dahingegen ist das Ziel des mo-

dellfreien Lernens direkt aus den Daten eine Strategie zu lernen. Ein Modell zu erlernen

ist aufwändiger und birgt ein Fehlerrisiko in sich. Ein falsches Modell wirkt sich auf den

Lernprozess aus. Es hat aber den Vorteil, dass es bei einer Änderung des Ziels in der glei-

chen Umwelt weiter genutzt werden kann. Modelle, die verkehrstechnische Zusammenhänge

abbilden veraltern sehr schnell durch neue Straÿen, Haltestellen und sich verändernde Ver-

kehrsgewohnheiten. Daher wird hier ein modellfreies bestärkendes Lernen gewählt.

4.3.1 Q-Lernen

Ein möglicher Algorithmus des modellfreien Lernens ist Q-Lernen [29]. Hierbei wird eine

Q-Funktion verwendet, welche für jeden Zustand und allen möglichen Aktionen ein Tupel

des Zustandes mit jeder Aktion bildet. Die Werte werden nach der Formel in Abbildung 4.4

mit der Zeit neu berechnet. Die Variablenbenennung von Aktionen (a,a` ) und Zuständen

(s,s` ) ist die gleiche wie oben. Die Belohnung ist eine Funktion der Zustände und Aktio-

nen, R(s,a). Die Lernrate wird durch α repräsentiert und bestimmt, wie groÿ der Ein�uss

von neuen Informationen ist. Der Wert der Lernrate ist de�niert im Bereich von 0 bis 1.

Bei einer kleinen Lernrate haben neue Informationen kaum einen Ein�uss auf die bisheri-

ge Strategie. Um die Auswirkung von zukünftigen Entscheidung zu steuern, existiert der

Abzugsfaktor γ. Dieser kann auch Werte zwischen 0 und 1 annehmen. Wenn er nahe 0 ist,

haben Belohnungen in den zukünftigen Zuständen kaum einen Ein�uss. Während sich die

Zustände, Aktionen und Belohnungen ändern, werden die Lernrate und der Abzugsfaktor

einmal fest gewählt .

(1− α) ∗Q(s, a) + α ∗ [R(s, a) + γ ∗maxa′ Q(s
′, a′)]

Abbildung 4.4: Formel des Q-Lernens
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Die Q-Werte werden in einer Tabelle gespeichert die über die Dimension der Aktion und

der Zustände aufgespannt wird. Also eine Tabelle mit der Anzahl |a| x |s| an Einträgen.

Da für jeden kleinen Unterschied in der Umwelt ein neuer Zustand erzeugt wird, wird diese

Tabelle bei komplexeren Problemen schnell sehr groÿ. So stellt bei nur einem Fahrzeug

jede Kombination von Geschwindigkeit und Position eine Zustandsänderung da. Wenn

das auf die Komplexität einer Stadt übertragen wird, ist erkennbar, dass sehr schnell

Speicherprobleme auftreten können.

4.4 Tiefgehendes bestärkendes Lernen

Deep Mind ist ein Unternehmen von Google, welches auf Künstliche Intelligenz spezia-

lisiert ist. Im Jahre 2013 haben sie neuronale Netze und bestärkendes Lernen zu einem

neuen Ansatz verbunden, das tiefgehende bestärkende Lernen [20]. Ausgangslage war, dass

durch tiefgehendes Lernen sehr gut die Information aus vieldimensionalen Daten extrahiert

werden kann. Dabei wurde dann untersucht, ob das Trainieren durch bestärkendes Lernen

eine gute Strategie �ndet.

Das Ziel war es, einen Agenten zu trainieren, der auf einem Atari 2600 gewinnen konnte.

Der Atari ist eine Spielekonsole mit mehreren Spielen, bei denen 2 Spieler gegeneinander

antreten. Dabei sollte der Agent so viele Spiele wie möglich beherrschen und gegen den

besten Computergegner des entsprechenden Spieles gewinnen. Als Eingabe wurden nur

die Pixel des Bildschirms gewählt und es wurden keine anderen Informationen vorab be-

reitgestellt. Basierend darauf sollte mit Hilfe von Belohnung und der möglichen Aktionen

eine Strategie gefunden werden. Am Ende wurde bei sechs von sieben Spielen ein besseres

Ergebnis erzielt als mit bisherigen Ansätzen. Auÿerdem wurde bei 3 Spielen gegen einen

menschlichen Spieler auf Experten-Niveau gewonnen.

Als Agent wird ein tiefes Q-Netzwerk verwendet, welches aus zwei faltbaren und zwei

vollständig verbundenen Schichten besteht. Das Bild wird vor der Eingabe in Graustufen

umgewandelt und die Pixelanzahl etwas reduziert. Letztendlich werden die Bildpunkte von

4 Bildern auf einmal eingespeist. Die faltbaren Schichten reduzieren die übergebene Matrix

und fassen die wichtigen Charakteristika lokal zusammen. Es wird eine Fenstergröÿe fest-

gelegt die bestimmt, wie viele Werte der Eingabematrix zur Berechnung für einen Wert in

der reduzierten Matrix genutzt werden. Zusätzlich wird noch festgelegt, wie viele Stellen

das Fenster auf der Matrix weitergeschoben wird, nachdem alle Werte die es umschlieÿt

zusammengefasst wurden. Nachdem die beiden faltbaren Schichten die Eingabematrix ver-

einfacht haben, berechnen die beiden letzten Schichten durch ihre Neuronen die Werte für

die Aktion.

Um das Speicherplatzproblem der Tabellen vom Q-Lernen zu lösen, wird die Q-Funktion

durch ein neuronales Netz ersetzt. Die Belohnung für eine Aktion in dem aktuellen Zustand

wird so immer mit den aktuellen Gewichten neu berechnet. Um den passenden Q-Wert zu
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berechnen, wird der Zustand und die Aktion in das neuronale Netz gegeben. Nun müsste

bei einem Zustand für jede mögliche Aktion der Q-Wert berechnet werden. Aufgrund der

hohen Laufzeit wird dies beschleunigt, indem nur der Zustand an das Netzwerk übergeben

wird und ein Vektor mit Q-Werten berechnet wird. Der Vektor hat die gleiche Dimension

wie die Anzahl der Aktionen und jeder Q-Wert gehört zu einer Aktion.

Am Anfang werden alle Gewichte des neuronalen Netzes zufällig gesetzt. Es ist wahr-

scheinlich, dass Zustände, die nacheinander auftreten, sich ähneln. Dadurch ist ein zu-

standsabhängiges trainieren des Netzes möglich. In Folge dessen könnten Aktionen, die für

den Moment gute Ergebnisse bringen, zu stark bestärkt und andere Aktionen vernach-

lässigt werden. Um solch einem Verhalten entgegen zu wirken und das Netz möglichst

allgemein zu halten, wird ein Wiederholungsspeicher implementiert. In diesem wird vor je-

dem Aktualisierungsschritt ein 4-elementiges Tupel gespeichert. Dieses Tupel umfasst den

Ausgangszustand, die gewählte Aktion, die Belohnung und den erreichten Zustand. Für

den Lernschritt wird dann eine zufällige Anzahl an Tupel aus dem Wiederholungsspeicher

ausgewählt und mit ihnen ein Gradientenschritt auf dem Netz vollzogen. Durch den Wie-

derholungsspeicher haben alle Arten von vorher aufgetretenen Zuständen einen Ein�uss

auf den Lernprozess.



Kapitel 5

Algorithmus

5.1 Umsetzung

Als erstes sind die Begri�e des bestärkenden Lernens auf das zu untersuchende Praxispro-

blem abzubilden. Die Phasen jeder Lichtsignalanlage bilden die auszuführenden Aktionen

ab. Die Belohnung berechnet sich aus der Verspätung aller Busse im Vergleich zum Bus-

fahrplan. Die Auswirkung auf den restlichen Verkehr sind erst einmal nicht relevant. Als

Zustand dient die Verspätung von Bussen an jeder Haltestelle. Auch wenn die Anzahl

der Busse relativ gering ist, wird durch die Anzahl der Haltestellen und aller möglichen

Kombinationen an Verspätungen ein sehr groÿer Zustandsraum aufgespannt.

In dem Deep Mind Ansatz [20] wurden vier Schichten verwendet. Die ersten beiden

Schichten dienten dazu, aus den ankommenden Pixeln eine Situation zu extrahieren. Da in

dieser Arbeit die Daten über andere Wege aufbereitet werden, sind die vorderen Schichten

nicht nötig. Daher haben wir nur eine versteckte Schichten, die komplett vernetzt ist mit

der Eingabeschicht. Die Eingabeschicht besteht aus so vielen Neuronen wie die Anzahl

aller Busse in dem Simulationslauf. Als Aktivierungsfunktion für die versteckte Schicht

wurde ein Rekti�zierer verwendet, der nur die positiven Werte auf sich selbst abbildet. Die

Ausgabe hat nur ein Neuron und legt die Sigmoidfunktion für die Aktivierung zugrunde.

Es wird für jede Kreuzung mit einer Ampel ein neuronales Netz aufgebaut und die

Gewichte nach der Xavier Methode initialisiert. Das hat zum E�ekt, dass die Signale auch

in tiefen Schichten in einem vernünftigen Rahmen bleiben. Sollten die Gewichte zu klein

gewählt sein, dann fällt das Signal mit jeder Schicht ab und ist irgendwann nicht mehr nutz-

bar. Im umgekehrten Fall, bei zu groÿen Gewichten, wächst das Signal mit jeder Schicht.

Dadurch ist die Aktivierungsfunktion irgendwann gesättigt und die Steigung nimmt ab.

Der Gradient nähert sich null und die Gewichte ändern sich kaum noch.

Für jeden verspäteten Bus wird dann in dem Eingabevektor für das entsprechende

neuronale Netzwerk ein fester Wert, in diesem Fall eins, gesetzt. Durch die einzigartige ID

der Busse wird eine feste Position in dem Eingabevektor festgelegt. Nun wird die Ausgabe

berechnet, welche die Wahrscheinlichkeit für eine Aktion darstellt. Da nur eine Ausga-

15
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bemöglichkeit existiert können nur zwei Klassen de�niert werden. In diesem Fall entspricht

dies zwei Ampelphasen. Zum einen sollen sie so stark komplementär sein, wie es mög-

lich ist. Zum anderen sollten die Hauptverkehrswege durch die Umschaltung pro�tieren.

Beispielsweise für den einfachen Fall, dass 2 Straÿen sich kreuzen, wäre die Phase für die

Klasse 1 die Richtung Nord bzw. Süd und für Klasse 0 die Richtung Ost bzw. West.

Die gesamte Ausgabe des Netzes wird als Wahrscheinlichkeit angesehen für eine der

beiden Ampelphasen. Diese Wahrscheinlichkeit wird mit einer Zufallszahl zwischen 1 und 0

verglichen. Sollte die Wahrscheinlichkeit gröÿer sein wird immer die eine Aktion ausgewählt,

ansonsten immer die andere. Durch den Zufallsfaktor werden nicht immer die gleichen

Aktionen gewählt. Am Ende eines Beobachtungszeitraums werden die Gewichte dann mit

dem Gradientverfahren modi�ziert.

Gegenüber einem Spiel existiert hier kein eindeutiger Sieg, worüber evaluiert werden

kann, ob die Strategie erfolgreich war oder nicht. Zusätzlich ist die Zeit für ein Spiel end-

lich. Dahingegen hat der Verkehr weder einen festgelegten Anfang noch ein festes Ende.

In dieser Arbeit werden die Start- und Endpunkte der Simulationsdaten als Anfangs- und

Endpunkte gewählt. Im Allgemeinen kann der Analysezeitraum beliebig gewählt werden,

beispielsweise tage- oder stundenweise. So ergibt sich ein Endzustand, an dem die Busver-

spätung evaluiert werden kann. Aber es fehlt eine Grenze anhand welcher die E�ektivität

der Strategie ermittelt werden kann. Im besten Falle wäre diese 0, jedoch ist das bei einer

hohen Verkehrsdichte realistisch nicht erreichbar. Also wird versucht eine Grenze zu ermit-

teln. Hierfür werden mehrere Durchläufe mit verschiedenen Ampelschaltung simuliert. Die

Ergebnissen werden nach ihrer akkumulierten Verspätung sortiert und die Grenze anhand

der besten 15 Prozent festgesetzt. Sofern die Verspätung kleiner ausfällt, zählt die Strategie

als erfolgreich.

Nach Abschluss eines beobachteten Zeitraums, werden die Gewichte dann mit der Gra-

dientenmethode modi�ziert. Bei Verkehr entfalten die Aktionen eine groÿ�ächige Wirkung,

daher sind die zukünftigen Belohnungen fast genauso wichtig wie die aktuellen. Also wird

der Abzugsfaktor sehr nahe bei Eins gewählt.

5.2 Performance

Die benötigt Zeit um im Verkehrsgeschehen einen weiteren Schritt zu simulieren, setzt sich

aus dem Aufwand zur Ermittlung der neuen Verkehrssituation und der Berechnung der

neuronalen Netze zusammen. Für die Simulierung des Verkehrs wird die Software SUMO

eingesetzt, welche im Kapitel 6 genauer beschrieben wird. Hierbei verhält sich die Anzahl

der Fahrzeuge proportional zu der Laufzeit eines Simulationsschrittes. Andere Gröÿen,

wie das Ausmaÿ des Straÿennetzes haben keinen zeitlichen Ein�uss. Um die Ausgabe der

neuronalen Netze zu ermitteln wird dahingehend immer gleich viel Zeit benötigt. Da sich
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die Dimensionen der Eingabevektoren während des gesamten Durchlaufes nicht verändern

und auch die Struktur der neuronalen Netze gleich bleibt.

Dies wird in Abbildung 5.1 gra�sch aufgezeigt. Der Balken für das Minimum reprä-

sentiert die Zeit, wenn keine Fahrzeuge betrachtet werden und nur die Grundfunktionen

der Simulation laufen. Hier wird schon 85 Prozent der Zeit von der Simulationssoftware

benötigt. In der Spitze müssen die Bewegung von ungefähren 900 Fahrzeugen ausgeführt

werden und die Berechnung der neuronalen Netze macht nur einen sehr kleinen Anteil aus.

Im Durchschnitt braucht ein Schritt 13.7 Millisekunden, wovon die maschinelle Berechnung

nur 0.6 Millisekunden ausmacht.

Abbildung 5.1: Zeitaufwand pro Simulationsschritt

5.3 Skalierbarkeit

In dem obigen Ansatz wird für jeden Bus die Verspätung festgehalten. Auch wenn dadurch

die Gewichte individuell für jeden Bus geändert werden können, entpuppt sich dies in

der Praxis als problematisch. Denn der Eingabevektor der neuronalen Netze muss eine

ausreichende Länge aufweisen, um für jeden Bus einen Platz zu haben. Natürlich könnte

er ausreichend groÿ gewählt werden, jedoch erhöht sich dadurch der Berechnungsaufwand

für die neuronalen Netze. In Abbildung 5.2 ist die benötigte Zeit, um die Ausgabe der

neuronalen Netze zu berechnen, dargestellt. Hierbei ist zu erkennen, dass die Zeit linear

zu der Anzahl an Kreuzungen steigt, aber exponentiell mit der Länge des Eingabevektors.

Also sollte das Ziel sein, einen möglichst kleinen Eingabevektor zu erreichen. Dafür muss

dann zum Start eines Beobachtungszeitraums die Anzahl aller fahrenden Busse bekannt
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sein. Diese kann je nach Wochentag und Uhrzeit stark variieren. In Folge dessen müsste

die zugrundeliegende Datenstruktur häu�g angepasst werden, damit die Verspätungen aller

Busse aufgenommen werden können, ohne die Laufzeit unnötig zu verlängern. Eine andere

Möglichkeit besteht darin, dass jeder neue Bus dynamisch aufgenommen wird. Dadurch

wäre die Länge zwar so klein wie möglich, jedoch führt dies auch zu einer kontinuierlichen

Anpassung der neuronalen Netze. Alternativ um eine Verringerung der Länge zu erreichen

könnten die Busse nach ihren Buslinien zusammengefasst werden. Dadurch wird aber nicht

die Schwankung, nach Wochentagen oder bei der Einführung von neuen Linien, verhindert.

Ein Ansatz zur Problemlösung ist die Orientierung an statischen Gröÿen, wie die Spu-

ranzahl der jeweiligen Kreuzung. So ergibt sich nur selten eine Änderung und zwar nur,

wenn an einer Kreuzung eine Straÿe aus- oder neugebaut wird. Des Weiteren steigt so

die Dimension des Eingabevektors selten über 30. Selbst bei einer groÿe Kreuzung mit 4

ankommende Straÿen und je 2 Linksabbieger-, 2 Rechtsabbieger- und 3 Geradeausspuren,

ergibt sich eine Dimensionalität von 28. Nachts wenn nur wenige Buslinien befahren wer-

den, könnte die Länge des Eingabevektors zwar kleiner sein. Jedoch ist in Abbildung 5.2

zu sehen, dass der Zeitunterschied bei den Dimensionen kleiner als 30 sehr gering ausfällt.

Abbildung 5.2: Aufwand zur Berechnung des Neuronalen Netzes in Abhängigkeit von der Di-

mensionalität des Eingabevektors



Kapitel 6

Evaluation

In der Arbeit wurde die Open-Source Verkehrssimulation �Simulation of urban Mobility�

(SUMO) verwendet [14]. Es ist eine freie und o�ene Simulationssoftware des Deutschen

Zentrum für Luft- und Raumfahrt. Durch den Einsatz in mehreren Projekten hat sie sich

als sehr zuverlässig und performant erwiesen. In dieser ist es möglich, alle infrastrukturellen

Bestandteile eines Straÿennetzes zu bauen. Das heiÿt, man kann Straÿen mit einer beliebi-

gen Anzahl an Spuren erzeugen, die erlaubten Spurwechsel zwischen kreuzenden Straÿen

festlegen und Lichtsignalanlagen mit einer frei bestimmbaren Phasenlogik einp�egen.

Für diese Arbeit ist vor allem wichtig, dass Haltestellen eingefügt werden können. Zu-

sätzlich können diese in ihrer Länge verändert werden, sodass auch mehrere Busse gleich-

zeitig eine Haltestelle belegen können. Der gesamte Verkehr kann nach den eigenen Anfor-

derungen eingespeist werden. Vor dem Start können die Arten von Fahrzeugen mit ihren

Eigenschaften wie Beschleunigung, Fahrzeuggröÿe, Bremsverhalten und vielem mehr fest-

gelegt werden. Nun können diese in beliebiger Menge zu einem frei wählbaren Zeitpunkt

in das Straÿennetz eingespeist werden. Zusätzlich wird jedem Fahrzeug eine individuelle

Strecke zugewiesen, die es abfährt.

Die Simulation kann nun sowohl in gra�scher Form, als auch auf der Konsole durch-

geführt werden. Der Ablauf der Simulation ist in einzelnen Schritten möglich und kann

beein�usst werden. Dafür wird ein Tra�c Control Interface (TraCI) [30] genutzt, welches

im Hintergrund einen Server bereitstellt und auf eingehende Verbindungen wartet. Mithilfe

des TraCI können Informationen zu dem Status von Fahrzeugen, Lichtsignalanlagen, Stra-

ÿen und anderen Gegenständen der Simulation abgefragt werden. Darüber hinaus ist eine

Ein�ussnahme auf viele Simulationsobjekte während eines Durchlaufes möglich. Die Route

von Fahrzeugen kann geändert werden und ausgewählte Spuren können für bestimmten

Verkehr gesperrt werden. Am Wichtigsten ist die Möglichkeit, dass damit Ein�uss auf die

Phasen der Lichtsignalanlagen genommen werden kann.

19
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6.1 Szenario des Experiments

Als Datengrundlage für die Versuche wird das Straÿennetz aus Bologna, einer italienischen

Stadt, genutzt [6]. Dieses wurde vom Projekt iTETRIS implementiert, welches von der

Europäischen Union mit�nanziert wurde. Für das Verkehrsaufkommen wurden Daten im

Zeitraum vom 11.11.2008-13.11.2008 gesammelt. Dieser umfasst die Wochentage Diens-

tag, Mittwoch und Donnerstag, welche keine Beein�ussung durch den Wochenendverkehr

erfahren. Es sollte der durchschnittliche Verkehr in der Woche simuliert werden, wobei

Montage durch die Sonntage als alternativen Reisetag beein�usst werden und an Freitagen

ein früherer Feierabendverkehr auftritt. Mit Hilfe von 90 Detektoren wurden Verkehrs-

daten aufgenommen. Daraus wurde die Zeit von 8:00 bis 9:00 Uhr, die Stunde mit dem

höchsten Verkehrsaufkommen, erhoben (Abb. 6.1) und in SUMO übertragen. In diesem

Zeitraum fahren über 140 Busse auf 20 Linien und mehrere hundert Autos. Wegen des

dichten Verkehrs ist dieses Szenario sehr gut für diese Arbeit geeignet. Denn durch die

vielen Fahrzeuge tritt eine groÿe Menge an Stau auf, welches mit einer Verspätung der

Busse einhergeht. Auÿerdem haben Veränderungen von Lichtsignalanlagen einen gröÿeren

Ein�uss bei einer starken Verkehrsdichte im Vergleich zu wenig Verkehr. Die Taktung, in

der die Busse fahren, beträgt bei mehreren Buslinien nur wenige Minuten. Somit ist der

Zeitunterschied bis zwei aufeinanderfolgende Busse einer Linie an der gleichen Haltestelle

gehalten haben nicht so groÿ und die Situationsänderung des Verkehrs fällt nur klein aus.

Dadurch sind die Auswirkungen besser zu erkennen.

Abbildung 6.1: Anzahl der Fahrzeuge während der Simulation
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6.2 Ablauf des Experiments

Als erstes muss ein Busfahrplan erstellt werden. Hierfür werden die Busse ohne Verkehr

durch das Straÿennetz geschickt und an jeder Haltestelle der Zeitstempel mit der entspre-

chenden Station gespeichert. Daraus kann bei anderen Simulationen die Verspätung der

Busse berechnet werden. Zusätzlich wird bei jedem Wechsel zwischen Straÿen der Zeit-

punkt festgehalten, um mehr Messpunkte zu haben und die Lichtsignalanlagen e�ektiver

schalten zu können. Im Allgemeinen soll der Bus sowohl pünktlich ankommen als auch

rechtzeitig wieder abfahren. Prinzipiell kann man über eine Verkürzung der Haltezeit die

Verspätung zu einem gewissen Grad verringern. In unserem Fall wollen wir die Verspätung

nur mithilfe der Ampelschaltung steuern und setzen daher die Haltezeit auf einen Simula-

tionsschritt fest. Das betrachtete Straÿennetz ist in Abbildung 6.2 dargestellt. Zusätzlich

sind die Buslinien eingezeichnet, welche im Weiteren betrachtet werden.

Abbildung 6.2: Straÿennetz von Bologna in SUMO mit den betrachteten Buslinien
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6.3 Experiment � Keine Beein�ussung von Ampeln

Das oben beschriebene Szenario wird zuerst ohne Veränderung der Lichtsignalanlage ge-

startet. In Abbildung 6.1 ist die Anzahl der Fahrzeuge in Abhängigkeit zu den Simulati-

onsschritten dargestellt. Dazu kann die Verspätung der eingezeichneten Buslinien in den

Abbildungen 6.3, 6.4 und 6.5 nachverfolgt werden. In den Diagrammen wird durch jede

Linie das Anfahren aller Haltestellen des jeweiligen Busses repräsentiert. Die steile Flanke

am Ende entsteht dadurch, dass der Bus nach der letzten Haltestelle mit einer Verspätung

von 0 registriert wird. An der ersten Haltestelle ist jeder Bus pünktlich, auch wenn es in

den Diagrammen schwer erkennbar ist. Der nahezu senkrechte Anstieg ergibt sich wenn

nach der ersten Haltestelle in kurzer Zeit eine starke Verspätung angesammelt wird. Al-

le hier betrachteten Buslinien bauen mit der Zeit eine Verspätung auf, aber es gibt auch

Buslinien die jede Haltestelle pünktlich anfahren. Auch wenn hier nicht eingegri�en wird

um die Verspätung der Busse zu verringern, kann es passieren, dass während einer Fahrt

der Bus etwas pünktlicher wird. Der Grund liegt darin, dass durch die Verzögerung andere

Ampelphasen erreicht werden, als bei den Fahrten nach Fahrplan und diese zu einer leich-

ten Beschleunigung führen können. Dieser E�ekt fällt aber nur klein aus und tritt zufällig

auf.

Für die Verspätung der Linie 1 (Abb. 6.3) ist über die gesamte Simulation ein ähnliches

Verhalten erkennbar.Nach der ersten Haltestelle ist das Verkehrsaufkommen auf der Strecke

sehr hoch und es baut sich in sehr kurzer Zeit eine hohe Verspätung auf. Dieses Wachstum

wird erst gestoppt, aber mit den darauf folgenden Haltestellen steigt die Unpünktlichkeit

noch ein wenig mehr. Über die letzten Haltestellen �ndet keine groÿe Veränderung der

Verspätung mehr statt.

Auch bei der Linie 2 (Abb. 6.4) wird im Laufe jeder Fahrt eine Verspätung angesam-

meltt. Am Anfang fällt diese nur klein aus und kann durch Glück mit den Ampelphasen

wieder aufgeholt werden. Jedoch steigt die Verspätung bei einer höheren Verkehrsdichte

stark an. Bei den Fahrten um die Simulationsschritte 2000 und 3000 wird die Verspätung

mit den letzten Haltestellen leicht abgebaut, während bei der fünften und siebten Fahrt

die Verspätung immer weiter zunimmt.

Bei der Buslinie 3 (Abb 6.5) wird zu keinem Zeitpunkt die Abweichung vom Fahr-

plan wieder aufgeholt, sondern immer weiter erhöht. Am Anfang be�nden sich nur wenige

Fahrzeuge auf der Strecke von dieser Linie, sodass für die erste und dritte Fahrt nur eine

kleine Verspätung auftritt. Hier fährt sogar der zweite Bus komplett pünktlich. Für die

letzen Fahrten hat sich das Verkehrsaufkommen auf der Strecke erhöht und es wird eine

wachsende Verspätung über die Haltestellen angesammelt.
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Abbildung 6.3: Akkumulierte Verspätung der Buslinie 1 an den Haltestellen

Abbildung 6.4: Akkumulierte Verspätung der Buslinie 2 an den Haltestellen
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Abbildung 6.5: Akkumulierte Verspätung der Buslinie 3 an den Haltestellen

6.4 Experiment � Ampelbeein�ussung bei Busverspätungen

Für den nächsten Ansatz wird eine einfache Priorisierung gewählt. Sobald für einen Bus

eine Verspätung entdeckt wird, verändert die nächste Lichtsignalanlage auf der Busstrecke

ihre Phase. Solang ein Bus priorisiert wird, ist eine neue Anfrage gesperrt, bis der Bus die

Ampel passiert hat oder eine festgelegte Zeit abgelaufen ist. Hierbei ist entscheidend, dass

der Bus, welcher die Priorisierung zuerst anfragt, eine Beschleunigung erfährt. So kann es

vorkommen, dass Busse auf einer anderen Strecke benachteiligt werden.

Bei der ersten Linie (Abb. 6.6) ist eine positive Auswirkung durch die Priorisierung

an den Lichtsignalanlagen zu erreichen. Zu jedem Zeitpunkt fällt die Verspätung geringer

aus, als vorher. Dieser E�ekt ist darauf zurückzuführen, dass kein anderer Bus zu den

Zeitpunkten an den Kreuzungen eine Priorisierung benötigt und so diese Linie ein grünes

Signal erhält, wenn sie es benötigt.

Für die Linie 2 ist ein gegenteiliger E�ekt erkennbar (Abb. 6.7). Am Anfang ist der

Unterschied zwischen den beiden Methoden eher klein. Die erste Haltestelle jeder Fahrt

wird weiterhin pünktlich angefahren, aber danach steigt die Verspätung noch höher als

bei dem Durchlauf ohne Beein�ussung der Ampelanlage. Der Grund hierfür liegt in den

Auswirkung auf den gesamten Verkehrs�usses durch die anderen Ampelphasen und einem

daraus resultierendem verändertem Stauverhalten. Nach den ersten Haltestellen, wird der

Bus an den Kreuzungen priorisert und die Verspätung kann abgebaut werden.
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In Abbildung 6.8 sind für die Linie 3 gegenteilige E�ekte der priorisierte Ampelschal-

tung bezüglich der Pünktlichkeit gegenüber des anderen Ansatzes erkennbar. Zuerst fällt

die Verspätung bei der ersten Fahrt minimal geringer aus. Die zweite Fahrt weicht nun an

einer Haltestelle sehr leicht von ihrem Fahrplan ab. Eine Beschleunigung des Busses ist bei

der Fahrt um den Simulationsschritt 2500 erreicht worden, bei welchem die Verspätung

kleiner ausfällt. Sowohl in der dritten, als auch bei der letzte Fahrt wird das Problem des

priorisierten Ansatzes aufgezeigt. Denn bei diesen Fahrten nimmt die Verzögerung über alle

Haltestellen zu, was darauf zurückzuführen ist, dass andere Busse die Kreuzung blockieren

und so die Linie 3 über einen längeren Zeitraum warten muss.

Abbildung 6.6: Vergleich des priorisierten und des normalen Ansatzes anhand der Linie 1
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Abbildung 6.7: Vergleich des priorisierten und des normalen Ansatzes anhand der Linie 2

Abbildung 6.8: Vergleich des priorisierten und des normalen Ansatzes anhand der Linie 3
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Es ist in Abbildung 6.9 zu sehen, dass eine Verminderung der Verspätung erreicht wer-

den kann, sofern die Ampel gerade keinen anderen Bus bevorzugt. Mit steigendem Verkehr

entsteht so aber ein höheres Stauaufkommen in dem Straÿennetz. Auÿerdem nimmt die

Verspätung bei einer konkurrierenden Blockierung der Lichtsignalanlage stark zu. Die Ab-

bildung zeigt, dass bei wenig Verkehr im Durchschnitt eine Verbesserung der Pünktlichkeit

erreicht wird. Mit einer steigenden Anzahl an Fahrzeugen überwiegen jedoch die negativen

E�ekte und die Verspätung steigt sehr viel stärker als bei dem anderen Durchlauf.

Abbildung 6.9: Vergleich des priorisierten und des normalen Ansatzes mit der durchschnittlichen

Verspätung

6.5 Experiment � Tiefgehendes Bestärkendes Lernen

Nun wird die Simulation mit dem Algorithmus gestartet der in Kapitel 5 erklärt wurde.

Zur Evaluation der Ergebnisse werden die beiden vorherigen Simulationen genutzt und die

erste Haltestelle jeder Fahrt wird weiterhin pünktlich angefahren.

Für die Linie 1 (Abb 6.10) ist eine starke Verschlechterung gegenüber dem priorisierten

Ansatz erkennbar. Im Vergleich mit der Simulation ohne Priorisierung existieren sowohl

Verschlechterung als auch erhebliche Verbesserung. Beispielsweise läuft die erste Fahrt sehr

ähnlich zu dem Bus ohne Veränderung der Ampelphasen ab. Die Verspätung der zweiten

Fahrt liegt zwischen den beiden vorherigen Experimenten und baut die anfänglichen Ver-

spätung mithilfe einer vorteilhaften Ampelschaltung im Laufe der Fahrt ab. Auch die letzte
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Busstrecke agiert ähnlich wie die normalen Bussfahrt. Die Verspätung nach der ersten Hal-

testelle fällt höher aus, wächst dafür im weiteren Verlauf langsamer.

Dahingegen ist für die Linie 2 (Abb 6.11) durchgehend eine erhebliche Verbesserung

gegenüber den beiden anderen Ansätzen erreicht worden. Hauptsächlich wird der Verkehrs-

�uss verändert und die Abweichung vom Fahrplan während der ersten Haltestellen steigt

nicht so hoch. Zusätzlich wird diese aber auch durch die ausgewählten Ampelschaltungen

bei den meisten Fahrten weiter verringert.

Die Verbesserung der Linie 2 geht teilweise zu Lasten der dritten Buslinie (Abb. 6.12).

Am Anfang unterscheidet sich das Verhalten aller Methoden nicht stark. Doch die letzten

beiden Fahrten werden duch die Kreuzung, an der sie mit der Linie 2 kokurrieren, sowohl

durch schlechtere Ampelschaltung als auch ein höheres Verkehrsaufkommen benachteiligt

und erfahren so eine höhere Verspätung.

Abbildung 6.10: Methodenvergleich anhand der Linie 1
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Abbildung 6.11: Methodenvergleich anhand der Linie 2

Abbildung 6.12: Methodenvergleich anhand der Linie 3
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Obwohl die priorisierte Methode die Verspätung der Busse erhöht hat, sieht man in Ab-

bildung 6.13, dass über die Beein�ussung der Lichtsignalanlagen auch eine Verbesserung

herbeigeführt werden kann. Die Methode mit tiefgehendem bestärkendem Lernen liegt bis

zum Simulationsschritt 1500 zwischen der priorisierten Methode und dem Ansatz ohne

Beein�ussung. Im weiteren Verlauf erreicht sie dann die beste Durchschnittsverspätung

über alle Busse. Der Grund für die höhere Pünktlichkeit liegt darin, dass die Methode sich

merkt welche Auswirkungen das Schalten der Lichtsignalanlage hat. Mit diesen Informa-

tionen kann eine Ampelschaltung entwickelt werden, die eventuell einzelne Busse nicht so

stark beschleunigt wie es möglich wäre. Stattdessen wird auch mal eine höhere Verspätung

akzeptiert, damit insgesamt die Leistung aller Busse verbessert werden kann.

Abbildung 6.13: Methodenvergleich anhand der Gesamtverspätung

6.6 Weitere Experimente

Es kann untersucht werden, ob eine andere Merkmalsextraktion in einer Ampelschaltung

mit einer kürzeren Verspätung resultiert. Dazu könnten die Straÿen in mehrere gleich groÿe

Streckenabschnitte aufgeteilt werden und die verspäteten Busse in diesen Abschnitten er-

kann werden. Mithilfe von faltenden neuronalen Netzen können die Daten dann weiterver-

arbeitet werden und dann als Basis zu Berechnung der Ampelphasen dienen.

Desweiteren kann durch das Einbeziehen von mehr Sensordaten ein genaueres Bild

des Verkehrsgeschehens erreicht werden. So können weitere Aspekte in die Entscheidungs-

�ndung für die Priorisierung eines Busses einbezogen werden. Beispielsweise stehen zwei
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verspätete Busse an der gleichen Kreuzung und benötigen zwei konkurrierende Ampelschal-

tungen für ihre Weiterfahrt. Auf der ausstehenden Busroute des einen Busses sind nur noch

wenig befahrene Straÿen, sodass dort das Herausfahren der Verspätung sehr wahrscheinlich

ist. Der andere Bus hat dahingegen viel Verkehr auf der restlichen Strecke. Auch wenn die

aktuelle Höhe der Verspätung ausschlaggebend für die Entscheidung zwischen den Bussen

ist, können solche Informationen auch einbezogen werden.
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Fazit

Durch die Experimente hat sich gezeigt, dass die erzielte Ampelschaltung durch tiefgehen-

des bestärktes Lernen einen positiven und negativen E�ekt auf die Buslinien erzielt. Auch

wenn lokal die gesamte Verspätung höher aus�el, wurde insgesamt das beste Gesamtergeb-

nis erzielt.

Es muss aber beobachtet werden, welche E�ekte in anderen Straÿennetzen auftreten.

Insbesondere, ob es zu Nachteilen auf bestimmten Straÿen kommt. Beispielsweise an Kreu-

zungen oder Einmündungen bei der eine Strecke mit hoher Busfrequenz langführt und

dadurch eventuell kreuzende Spuren zu stark benachteiligt werden. Dazu müssten aber ge-

eignete Datensätze aufgebaut werden. Es existiert noch eine Simulation mit dem Verkehr

von Luxemburg, jedoch treten dort nur wenige Staus und Verspätungen auf. Momentan

werden Daten in Köln erfasst, die aktuell aber noch keinen ö�entlichen Personennahverkehr

betrachten.

Am wichtigsten ist es nachzuhalten, ob die Verbesserung in der simulierten Umgebung

auf die Realität übertragbar ist. Hierbei ist zu beachten, dass es zu Unfällen kommen kann

und Baustellen auftreten können, die den Verkehrs�uss einschränken. Auch hat das Verhal-

ten der Passagiere einen entscheidenden Ein�uss auf die Haltezeit eines Busses und führt

eventuell zu einer Verspätung. Zusätzlich ist der Zusammenhang zwischen stark genutzten

Umsteigemöglichkeiten nicht dargestellt, bei welchen eine Verspätung viele Passagiere be-

tri�t. Auch der zeitkritische Aspekt spielt in einem realen Straÿennetz eine wichtige Rolle.

Die Berechnung der Ampelphasen muss abgeschlossen sein bevor der Bus sich an der ent-

sprechenden Kreuzung be�ndet. Hierbei hat die Rate mit der die Verspätung erkannt und

die Ampelphasen berechnet werden den gröÿten Ein�uss.

Diese Arbeit hat gezeigt, dass tiefgehendes bestärkendes Lernen auf das Verkehrsgesche-

hen angewendet werden kann. Eventuell können mit diesem Ansatz auch Asuweichrouten

für Fahrzeuge in einem staubelasteten Verkehsnetz ermittelt werden und so eine Entlastung

erreicht werden.
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